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概 要

一般的な教師付き学習法では，訓練データとテストデータが同じ確率分布に従うとい
う仮定のもとで学習を行う．しかし実際には，標本の選択バイアスや環境の非定常性
などにより，この大前提が満たされないことがある．このような状況では，標準的な
教師付き学習法は大きな推定バイアスを持ち，汎化性能が低下してしまう．本論文で
は，入力変数の確率分布が変化する共変量シフトと呼ばれる状況と，分類問題におい
てクラス事前確率が変化するクラスバランス変化と呼ばれる状況を考え，重要度重み
付けによる半教師付き適応学習法を紹介する．また，確率分布が変化しているかどう
かを検知する手法も紹介する．
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Abstract

In standard supervised learning algorithms training and test data are assumed to fol-

low the same probability distribution. However, because of a sample selection bias or

non-stationarity of the environment, this important assumption is often violated in prac-

tice, which causes a significant estimation bias. In this article, we review semi-supervised

adaptation techniques for coping with such distribution changes. We focus on two sce-

narios of such distribution change: the covariate shift (input distributions change but the

input-output dependency does not change) and the class-balance change in classification

(class-prior probabilities change but class-wise input distributions remain unchanged).

We also show methods of change detection in probability distributions.
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1 まえがき
回帰や分類などの教師付き学習の目的は，入力 xと出力 yが組になった訓練データの
背後に潜む入出力関係を推定することである．これにより，テスト入力点 x′に対する出
力値 y′を予測できるようになる．これまでに多数の教師付き学習法が開発され，様々な
応用問題を通してその有用性が実証されてきた．
標準的な教師付き学習法では，訓練データとテストデータが同じ確率分布に従うという
仮定のもと，その妥当性を保証している (Vapnik, 1998; Hastie et al., 2001; Bishop, 2006)．
しかし，近年の応用問題ではこの仮定が成り立たないことがあり，標準的な教師付き学習
法は強い推定バイアスを持ってしまう．
本論文では，訓練データとテストデータが異なる確率分布に従う二つの状況を考える．
一つ目は，共変量シフト (Shimodaira, 2000; Sugiyama & Kawanabe, 2012)とよばれる状
況であり，訓練データとテストデータの入力点が異なる確率分布に従うが，入出力関係そ
のものは変化しないという設定である．もう一つは，分類問題におけるクラスバランス変
化 (Saerens et al., 2002; du Plessis & Sugiyama, 2012)とよばれる状況であり，訓練デー
タとテストデータのクラス事前確率が異なるが，各クラスの入力分布は変化しないとい
う設定である．以下では，これらの問題設定に対して，重要度重み付けを用いた半教師付
き適応学習法を紹介する．なお，本論文の第 1節から第 3.3節および第 5節は，英語で出
版された文献 (Sugiyama et al., 2013b)の日本語訳に相当し，図も再利用している．第 3.4

節と第 4節は，今回新たに加筆した．
具体的には，入出力が組になった訓練データ {(xi, yi)}ni=1に加えて，入力のみのテスト
データ {x′

i′}n
′

i′=1もが与えられる半教師付き学習の問題を考える．標準な半教師付き学習
の研究 (Chapelle et al., 2006)では，訓練データとテストデータは同じ確率分布に従うと
仮定するが，本論文では，訓練データとテストデータの従う確率分布が異なる状況を考え
る．すなわち，訓練データ {(xi, yi)}ni=1は同時確率密度 p(x, y)を持つ確率分布に独立に
従うと仮定し，テストデータ {x′

i′}n
′

i′=1は確率密度
∫
p′(x, y)dyを持つ確率分布に独立に従

うと仮定する．ここで，p(x, y)と p′(x, y)は一般に異なる状況を考える．

p(x, y) ̸= p′(x, y)

本論文での学習の目的は，入出力の訓練データ {(xi, yi)}ni=1 と入力のみのテストデータ
{x′

i′}n
′

i′=1を用いて，新たなテスト入力点x
′に対する出力値 y′を予測することである．訓練

データとテストデータが異なる確率分布に従う状況下での学習は，非定常環境適応，デー
タセットシフト適応，転移学習，ドメイン適応などとよばれる．また，半教師付きの転移
学習やドメイン適応は，テスト出力データが得られないことから，教師なし転移や教師な
し適応とよばれることもある．
以下，第 2節では共変量シフトに対する適応学習法を紹介し，第 3節ではクラスバラン
ス変化に対する適応学習法を紹介する．そして，第 4節で確率分布が変化したかどうかを
検知する手法を紹介する．



非定常環境下での学習 4

0 1 2 3
0

0.5

1

1.5

x

 

 
p(x)
p’(x)
w(x)

(a) 訓練入力密度 p(x)，テ
スト入力密度 p′(x)，重要度
w(x)

0 1 2 3
−1

−0.5

0

0.5

1

1.5

x

 

 
f(x)
(x

i
,y

i
)

(x’
i’
,y’

i’
)

(b) 学習したい真の関数 f(x)，
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図 1: 共変量シフト．入力分布は変化するが学習したい真の関数は変化しない．

2 共変量シフトに対する適応学習法
共変量シフト (Shimodaira, 2000; Sugiyama & Kawanabe, 2012)とは，入力分布が変化
するが，出力の入力に対する条件付き分布は変化しない状況を指す．

p(x) ̸= p′(x), p(y|x) = p′(y|x)

図 1に共変量シフト下での回帰問題の例を示す．この例では，訓練入力データ {xi}ni=1は
入力空間の左側にあり，テスト入力データ {x′

i′}n
′

i′=1は入力空間の右側にある．テスト出
力の予測は訓練入力データの確率密度が低い領域で行われるため，共変量シフト下での学
習は外挿を伴う．

2.1 重要度重み付き学習

図 1(b)に示した訓練データに，単純な直線モデル

fθ(x) = θ1 + θ2x

を最小二乗法

min
θ

n∑
i=1

(
fθ(xi)− yi

)2
によって適合させた結果を図 2(a)に示す．破線で示した学習結果の関数は，◦印で示し
た訓練データ {(xi, yi)}ni=1にはうまく適合できているが，×印で示したテスト入力データ
{x′

i′}n
′

i′=1に対する出力の予測はうまくできていない．
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(a) 通常の最小二乗法
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(b)重要度重み付き最小二乗法

図 2: 共変量シフト下での回帰．破線は学習した関数を表す．

直感的には，訓練データ {(xi, yi)}ni=1のうち，テスト入力データ {x′
i′}n

′

i′=1に近い入力を
持つもののみを用いて学習を行うと，共変量シフトに対応できると思われる．この考え方
は，p′(x)と p(x)の比によって定義される重要度

w(x) :=
p′(x)

p(x)

に基づいて損失関数を重み付けすることにより実現できる．重要度重み付き最小二乗法
(Shimodaira, 2000)，すなわち，

min
θ

n∑
i=1

w(xi)
(
fθ(xi)− yi

)2
によって得られた学習結果を図 2(b)に示す．これより，重要度重み付けによってテスト
出力の予測精度が向上する事がわかる．
この重要度重み付き最小二乗法では，重要度重み付けによって汎化誤差（期待テスト誤
差）を近似している．

G :=

∫∫
loss(y, fθ(x))p

′(x, y)dxdy

ここで，loss(y, ŷ)は yを ŷで予測したときの損失を表す．具体的には，訓練損失の重要度
重み付き平均によって，汎化誤差Gを以下のように近似できる．

G =

∫∫
loss(y, fθ(x))p

′(y|x)p′(x)dxdy

=

∫∫
loss(y, fθ(x))p

′(y|x)p
′(x)

p(x)
p(x)dxdy

=

∫∫
loss(y, fθ(x))w(x)p(x, y)dxdy

≈ 1

n

n∑
i=1

loss(yi, fθ(xi))w(xi)
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この重要度重み付けは，例えば，フィッシャー判別分析 (Sugiyama et al., 2007)，ロジスティッ
ク回帰 (Yamada et al., 2010a)，条件付き確率場 (Tsuboi et al., 2009)など，尤度や損失に
基づくあらゆる学習アルゴリズムに適用できる．更に，重要度重み付けは，能動学習や実
験計画におけるバイアスの低減にも役立つ (Wiens, 2000; Kanamori & Shimodaira, 2003;

Sugiyama, 2006; Kanamori, 2007; Sugiyama & Rubens, 2008; Sugiyama & Nakajima,

2009)．重要度重み付けに関する更なる議論は，Sugiyama and Kawanabe (2012)を参照
せよ．
重要度重み付き学習を実行するためには，重要度 {w(xi)}ni=1の値が必要である．しか
し，訓練入力密度 p(x)とテスト入力密度 p′(x)は一般に未知であるため，重要度の値は
データから推定する必要がある．訓練入力密度 p(x)を訓練入力データ {xi}ni=1から，テ
スト入力密度 p′(x)をテスト入力データ {x′

i′}n
′

i′=1からそれぞれ推定し，それらの比を取れ
ば密度比を推定できる．しかし，比を取ることにより確率密度の推定誤差が増幅される恐
れがあるため，このような二段階の重要度推定法は一般に精度が良くない．
そこで，p(x)と p′(x)を推定することなく，それらの比w(x)を直接推定する様々な方
法が開発された．

• p(x)が一様分布になるように入力空間を変換した後，p′(x)の推定を行う方法 (Ćwik

& Mielniczuk, 1989; Chen et al., 2009)．

• p(x)と p′(x)から生成されたデータを，ロジスティック回帰によって分離する方法
(Qin, 1998; Cheng & Chu, 2004; Bickel et al., 2007)．

• 重要度のモデルwα(x)を考え，p(x)wα(x)とp′(x)の積率を適合する方法 (Qin, 1998;

Gretton et al., 2009; Kanamori et al., 2012)．

• p(x)wα(x)と p′(x)に関する積分方程式を解く方法 (Vapnik et al., 2013; Que &

Belkin, 2013)．

• p(x)wα(x)と p′(x)をカルバック・ライブラー距離 (Kullback & Leibler, 1951)のも
とで適合する方法 (Sugiyama et al., 2008; Nguyen et al., 2010; Tsuboi et al., 2009;

Yamada & Sugiyama, 2009; Yamada et al., 2010b)．

• wα(x)と w(x)を最小二乗適合する方法 (Kanamori et al., 2009; Kanamori et al.,

2012)．

• wα(x)とw(x)をブレグマン距離 (Bregman, 1967)のもとで適合する方法 (Sugiyama

et al., 2012b)．

これらの方法の中で特に，重要度モデルを最小二乗適合する方法 (Kanamori et al., 2009;

Kanamori et al., 2012)が次のような優れた性質を持っており，実用上非常に有用である．

• 最適解が解析的かつ効率的に計算できる．
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• ハイパーパラメータの調整に交差確認が利用できる．

• パラメトリックとノンパラメトリック両方の設定で，最適な学習率が達成できる
(Kanamori et al., 2009; Kanamori et al., 2012)．

• あるクラスの重要度推定量の中で，条件数の意味で最適な安定性を持っている
(Kanamori et al., 2013)．

更に，重要度推定を次元削減と組み合わせることにより，高次元空間における重要度推
定の精度を向上させられる (Sugiyama et al., 2010; Sugiyama et al., 2011; Yamada &

Sugiyama, 2011)．重要度推定に関する更なる議論は，Sugiyama et al. (2012a)を参照
せよ．

2.2 相対重要度重み付き学習

図 1と図 2に示した共変量シフト回帰の例では，x = 2あたりにある少数の訓練データ
のみが大きな重要度を持ち，それ以外の訓練データの重要度重みはほとんどゼロである．
従って，重要度重み付き学習は，事実上 x = 2あたりにあるわずかな訓練データのみを用
いて行われていることになり，不安定である．
このような不安定性は，重要度関数 w(x)が極端に大きな値を取ることに原因があり，
相対重要度を用いることにより解決できる (Yamada et al., 2013)．

w(β)(x) =
p′(x)

βp′(x) + (1− β)p(x)

ここで，β ∈ [0, 1]は相対化係数とよばれ，相対重要度の滑らかさを調整する．相対重要
度w(β)(x)は，β = 0のときにもとの重要度w(x)と一致し，βを増加させると段々と平坦
になっていく．そして，β = 1のときに一様重みw(x) = 1になる（図 3参照）．このこと
は，重要度関数の非負性 p′(x)/p(x) ≥ 0より，相対重要度関数が常に 1/β以下になるこ
とからも確認できる．

w(β)(x) =
1

β + (1− β) p(x)
p′(x)

≤ 1

β

相対重要度で重み付けした最小二乗法を，相対重要度重み付き最小二乗法とよぶ．

min
θ

1

2

n∑
i=1

w(β)(xi)
(
fθ(xi)− yi

)2
相対重要度重み付き最小二乗法では，相対化係数 βはバイアスとバリアンスのトレード
オフを調整する役割を担う．
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図 3: 相対重要度．p′(x)は標準正規分布であり，p(x)はそれを 0.5だけシフトさせたもの
である．

以下，二つのデータ集合 {xi}ni=1と {x′
i′}n

′

i′=1から，相対重要度w(β)(x)を直接推定する
方法を紹介する．相対重要度w(β)(x)の近似に，パラメータに関する線形モデル

wα(x) =
b∑

j=1

αjψj(x) = α
⊤ψ(x)

を用いる．ここで，
α = (α1, . . . , αb)

⊤

はパラメータのベクトルを表し，

ψ(x) = (ψ1(x), . . . , ψb(x))
⊤

は基底関数のベクトルを表す．実際には，ガウスカーネルモデル

wα(x) =
n′∑
j=1

αj exp

(
−
∥x− x′

j∥2

2σ2

)
がよく用いられる．σ2はガウス関数のバンド幅を表す．
相対重要度モデル wα(x)のパラメータα は，以下の二乗誤差規準 J(α)を最小にする
ように学習する．

J(α) =

∫ (
wα(x)− w(β)(x)

)2(
βp′(x) + (1− β)p(x)

)
dx

=

∫
α⊤ψ(x)ψ(x)⊤α

(
βp′(x) + (1− β)p(x)

)
dx

− 2

∫
α⊤ψ(x)p′(x)dx+ C
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図 4: 最小二乗相対重要度適合法の実行例．図 4(b)の×印は，推定した相対重要度の xi

での値を表す．

ここで，第三項目の

C =

∫
w(β)(x)p′(x)dx

は定数であるため，無視することにする．第一項目と第二項目の期待値を標本平均で近似
し，ℓ2正則化項を追加すれば，以下の学習規準が得られる．

min
α

[
α⊤Ĝβα− 2ĥ

⊤
α+ λ∥α∥2

]
ここで，λ ≥ 0は正則化の強さを調整する正則化係数であり，Ĝβと ĥはそれぞれ次式で
定義される b× b行列と b次元ベクトルである．

Ĝβ =
β

n′

n′∑
i′=1

ψ(x′
i′)ψ(x

′
i′)

⊤ +
1− β

n

n∑
i=1

ψ(xi)ψ(xi)
⊤, ĥ =

1

n′

n′∑
i′=1

ψ(x′
i′)

この学習規準はパラメータαに関して凸二次関数であるため，最小解 α̂は解析的に

α̂ =
(
Ĝβ + λI

)−1

ĥ

によって求められる．この方法を，最小二乗相対重要度適合法とよぶ (Yamada et al., 2013)．
ハイパーパラメータである正則化係数 λとガウスカーネルのバンド幅 σ2は，学習規準 J

に関する交差確認によって最適化することができる．最小二乗相対重要度適合法の実行例
を図 4に示す．

2.3 重要度重み付きモデル選択

教師付き学習において高い汎化性能を獲得するためには，相対化係数 βや学習モデルの
基底関数などのモデル選択が非常に重要である．一般に教師付き学習のモデル選択には，
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赤池情報量規準 (Akaike, 1974)，部分空間情報量規準 (Sugiyama & Ogawa, 2001)，交差
確認 (Stone, 1974)などが用いられるが，共変量シフト下ではこれらのモデル選択の妥当
性が保証されない．
共変量シフト下では，これらのモデル選択法を重要度で重み付けすることにより，理論
的な妥当性が保証される (Shimodaira, 2000; Sugiyama & Müller, 2005; Sugiyama et al.,

2007)．その中で特に，重要度重み付き交差確認法が実用上有用である．以下に，重要度
重み付き交差確認法の手続きを示す．

1. 訓練データ T = {(xi, yi)}ni=1を，m個の重なりのない（ほぼ）同じ大きさの部分集
合 {Ti}mi=1にランダムに分割する．

2. i = 1, . . . ,mに対して以下を繰り返す．

(a) T \Ti（すなわち，Ti以外の全てのデータ）を用いて学習結果の関数 fiを求める．

(b) 取っておいたデータ Tiに対する汎化誤差を評価する．

Ĝi =


1

|Ti|
∑

(x,y)∈Ti

w(x)
(
fi(x)− y

)2
（回帰）

1

|Ti|
∑

(x,y)∈Ti

w(x)

2

(
1− sign

(
fi(x)y

))
（分類）

ここで，|Ti|は集合 Tiの要素数を表す．

3. {Ĝi}mi=1の平均値 Ĝを最終的な汎化誤差の予測値として出力する．

Ĝ =
1

m

m∑
i=1

Ĝi

2.4 応用例

共変量シフト適応学習は，ブレインコンピュータインターフェース (Sugiyama et al.,

2007; Li et al., 2010)，ロボット制御 (Hachiya et al., 2009; Akiyama et al., 2010; Hachiya

et al., 2011; Zhao et al., 2013)，音声からの話者認識 (Yamada et al., 2010a)，顔画像か
らの年齢予測 (Ueki et al., 2011)，加速度センサーからの行動識別 (Hachiya et al., 2012)，
日本語の単語分割 (Tsuboi et al., 2009)，迷惑メールフィルタ (Bickel & Scheffer, 2007)，
ターゲット広告配信 (Bickel et al., 2009)，HIV検査 (Bickel et al., 2008)，半導体露光装置
におけるウエハ位置合わせ (Sugiyama & Nakajima, 2009)など，様々な実応用問題におい
てその有用性が実証されている．以下，動画からの三次元姿勢推定に対する応用例を紹介
する (Yamada et al., 2012)．
三人の被験者が，歩く，ジョギングする，ボクシング動作をする，投げる，受ける，ジェ
スチャをするという動作をしたときの，多視点動画とモーションキャプチャデータからな
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るHumanEva-Iデータセット (Sigal & Black, 2006)を用いる．入力xとして，三つの視
点の動画から得た各 9630フレームの画像に対して，270次元の勾配方向ヒストグラム特
徴 (Bo & Sminchisescu, 2010)を抽出する．訓練データとして，3× 4815 = 14445フレー
ムからランダムに n個のデータを選び，残りの 14445フレームをテストデータとして用
いる．
以下の二つの設定で実験を行う．

被験者選択バイアス：訓練データとして三人の被験者全てのデータを用い，テストデー
タとして一人の被験者のみデータを用いる．

被験者間転移：訓練データとして二人の被験者のデータを用い，テストデータとして残
りの一人の被験者のデータを用いる．

学習法として，カーネル回帰法 (KR) (Agarwal & Triggs, 2005)，対ガウス過程回帰法
(TGP) (Bo & Sminchisescu, 2010)，重み付き k最近傍法 (WkNN) (Shakhnarovich et al.,

2003)を用いる．これらの学習法の詳細は，Yamada et al. (2012)を参照せよ．以下では，
KR，TGPの重要度重み付き版を IWKR，IWTGPとよぶ．
各姿勢は，20個の三次元関節マーカ

y = [y(1)⊤, . . . ,y(20)⊤]⊤ ∈ R60

によって表される．真の姿勢 y∗とその推定 ŷの誤差を

Error(y∗, ŷ) =
1

20

20∑
m=1

∥ŷ(m) − y∗(m)∥

で評価する．
各動作 10回の試行に対する平均姿勢推定誤差を，訓練データ数 nの関数として図 5に
示す．これらのグラフより，重要度重み付き学習法である IWTGPと IWKRは，重要度
で重み付けをしていないTGPとKR，および，WkNNより性能が良いことがわかる．

3 クラスバランス変化に対する適応学習法
分類問題におけるクラスバランス変化 (Saerens et al., 2002; du Plessis & Sugiyama,

2012)とは，クラス事前確率が変化するが各クラスの入力分布は変化しない状況を指す．

p(y) ̸= p′(y), p(x|y) = p′(x|y) (1)

クラスバランス変化の例を図 6に示す．訓練データとテストデータのクラス事前確率が異
なるとき，訓練データを用いて単純に分類器を学習すると推定バイアスを持ってしまう．
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(a) 被験者選択バイアス S1
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(b) 被験者間転移 S1
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(c) 被験者選択バイアス S2
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(d) 被験者間転移 S2
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(e) 被験者選択バイアス S3
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(f) 被験者間転移 S3

図 5: 三次元の姿勢推定実験．各動作 10回の試行に対する平均姿勢推定誤差をプロット．
平均誤差が最小の手法と，有意水準が 5%の t検定によって同等だと判定された手法の結
果に ◦印を付した．
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(a)訓練データ：p(y = +1) = 0.9,
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(b) テストデータ：p′(y = +1) =
p′(y = −1) = 0.5

図 6: クラスバランス変化．分類問題において，クラス事前確率が p(y)から p′(y)に変化
するが，各クラスの入力分布は変化しない，すなわち，p(x|y) = p′(x|y)．クラスバラン
ス変化によって，最適な分類境界が変化する．

クラスバランス変化による推定バイアスは，訓練データに対する損失をクラス事前確率
比によって重み付けすることにより解消することができる．

w(y) =
p′(y)

p(y)

以下では，クラスラベル yが+1か−1の値のみを取る二値分類問題を考える．

3.1 クラス事前確率推定

訓練データのクラス事前確率 p(y)は，訓練データのクラス比 ny/nによって簡単に推定
できる．ここで，nyは n個の訓練データ {(xi, yi)}ni=1のうちクラス yに属するものの数を
表す．テストデータのクラス事前確率 p′(y)も，ラベル付きテストデータ {(x′

i′ , y
′
i′)}n

′

i′=1が
与えられれば同様に推定できる．しかし，ここでは半教師付き学習の設定を考えているた
め，テストデータは入力データ {x′

i′}n
′

i′=1のみしか与えらない．従って，p
′(y)は単純には

推定できない．
式 (1)のもとでの半教師付き学習では，訓練データのクラス毎の入力密度 p(x|y)の混合
密度 qπ(x)をテスト入力密度 p′(x)に適合させることにより，テストデータのクラス事前
確率 p′(y)を推定できる（図 7参照）．

qπ(x) = πp(x|y = +1) + (1− π)p(x|y = −1)

ここで，パラメータ πの値は p′(y = +1)に対応し，1− πは p′(y = −1)に対応する．
qπと p′との適合には，例えば，カルバック・ライブラー距離 (Kullback & Leibler, 1951)

KL(p′∥qπ) =
∫
p′(x) log

p′(x)

qπ(x)
dx
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p(x|y = −1)p(x|y = +1)

p
′(x)

図 7: クラス毎の訓練入力密度 p(x|y)の混合密度 qπ(x)をテスト入力密度 p′(x)に適合さ
せることによって，テストデータのクラス事前確率 p′(y)を推定できる．

やピアソン距離 (Pearson, 1900)

PE(p′∥qπ) =
∫
qπ(x)

(
p′(x)

qπ(x)
− 1

)2

dx

を用いる．これらの距離は，p′(x)と qπ(x)を推定せずに密度比p′(x)/qπ(x)を直接推定する
ことにより，精度良く近似できる (Sugiyama et al., 2012a)．しかし，密度比関数p′(x)/qπ(x)

は小さな変動に敏感なため，外れ値の影響を受けやすいという問題がある．
そこで以下では，外れ値の影響を受けにくい L2距離を用いることにする．

L2(p′, qπ) =

∫ (
p′(x)− qπ(x)

)2
dx

L2距離は，密度差p′(x)−qπ(x)を直接推定することにより，精度良く近似できる (Sugiyama

et al., 2013a)．
L2距離のもとでの混合比 πのノンパラメトリック推定は，古くはHall (1981)によって
議論されている．その後，カーネル密度推定に基づく手法 (Titterington, 1983)が提案さ
れ，更にカーネルのバンド幅の同時選択法が開発された (Hall & Wand, 1988)．L2距離の
もとでのカーネルのバンド幅の選択に関する更なる議論は，Anderson et al. (1994)を参
照せよ．

3.2 L2距離の近似

ここでは，密度差の直接推定による L2 距離の近似法 (Kim & Scott, 2010; Sugiyama

et al., 2013a)を紹介する．説明を簡単にするために，確率密度 pと p′との間の L2距離

L2(p, p′) =

∫
f(x)2dx, f(x) = p(x)− p′(x) (2)

を，二つのデータ集合 {xi}ni=1と {x′
i′}n

′

i′=1から近似する問題を考える．
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密度差 f(x)の近似に，ガウスカーネルモデル

fα(x) =
n+n′∑
j=1

αj exp

(
−∥x− cj∥2

2σ2

)
を用いる．ここで，

(c1, . . . , cn, cn+1, . . . , cn+n′) = (x1, . . . ,xn,x
′
1, . . . ,x

′
n′)

はガウスカーネルの中心を表す．密度差モデルのパラメータα = (α1, . . . , αn+n′)⊤は，以
下の二乗誤差規準 J(α)を最小にするように学習する．

J(α) =

∫ (
fα(x)− f(x)

)2
dx

=

∫
fα(x)

2dx− 2

∫
fα(x)f(x)dx+ C

ここで，第三項目の

C =

∫
f(x)2dx

は定数であるため無視することにする．第一項目は，解析的に計算できる．∫
fα(x)

2dx = α⊤Uα

ただし，U は第 (j, j′)要素が

Uj,j′ =

∫
exp

(
−∥x− cj∥2

2σ2

)
exp

(
−∥x− cj′∥2

2σ2

)
dx

= (πσ2)d/2 exp

(
−∥cj − cj′∥2

4σ2

)
で与えられる (n+ n′)× (n+ n′)行列である．第二項目

∫
fα(x)f(x)dxに含まれる期待値

を標本平均で近似し，ℓ2正則化項を追加すれば，以下の学習規準が得られる．

min
α

[
α⊤Uα− 2v̂⊤α+ λ∥α∥2

]
ここで，λ ≥ 0は正則化の強さを調整する正則化係数であり，v̂は第 j要素が

v̂j =
1

n

n∑
i=1

exp

(
−∥xi − cj∥2

2σ2

)
− 1

n′

n′∑
i′=1

exp

(
−∥x′

i′ − cj∥2

2σ2

)
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図 8: 最小二乗密度差推定法の実行例．図 8(b)の×印は，推定した密度差の xiと x′
i′ で

の値を表す．

で与えられる (n + n′)次元ベクトルである．この学習規準はパラメータαに関して凸二
次関数であるため，最小解 α̂は解析的に

α̂ = (U + λI)−1 v̂

によって求められる．この方法を，最小二乗密度差推定法とよぶ (Sugiyama et al., 2013a)．
ハイパーパラメータである正則化係数 λとガウスカーネルのバンド幅 σ2は，学習規準 J

に関する交差確認によって最適化することができる．最小二乗密度差推定法の実行例を図
8に示す．
L2距離 (2)に含まれる密度差関数 fを最小二乗密度差推定量 fα̂で置き換えれば，L2距
離推定量 α̂⊤Uα̂が得られる．同様に，L2距離の別表現

L2(p, p′) =

∫
f(x)

(
p(x)− p′(x)

)
dx

より，別の L2距離推定量 v̂⊤α̂が得られる．これらの線形結合

2v̂⊤α̂− α̂⊤Uα̂

は，推定バイアスが小さいことが知られており，実用上有用である (Sugiyama et al., 2013a)．

3.3 数値例

UCIデータセット 1を用いた数値例を示す．各データセットに対して，正負それぞれの
クラスからラベル付きの訓練データを 10個ずつ選び，真のクラス事前確率

π∗ = 0.1, 0.2, . . . , 0.9

1http://archive.ics.uci.edu/ml/
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に従って，ラベルなしのテストデータを 50個選ぶ．最小二乗密度差推定法の性能を，以
下の方法と比較する．

KDEi：ガウスカーネル関数に対するカーネル密度推定法を用いて p′(x)と qπ(x)をデー
タからそれぞれ推定し，推定した確率密度関数間のL2距離を計算する (Titterington,

1983)．それぞれのガウスカーネル関数のバンド幅は，確率密度の二乗誤差に関する
5分割交差確認によって独立に最適化する (Härdle et al., 2004)．

KDEj：同様にカーネル密度推定法を用いるが，それぞれのガウスカーネル関数のバン
ド幅を，確率密度差の二乗誤差に関する 5分割交差確認によって同時に最適化する
(Hall & Wand, 1988).

EM：EMアルゴリズムを用いたクラス事前確率推定法 (Saerens et al., 2002)．この手法
はカルバック・ライブラー距離のもとでの分布適合に対応する．

真のクラス事前確率 πとその推定値との二乗誤差の 1000回の試行に対する平均値と標
準誤差を，図 9の左側の列に示す．これより，最小二乗密度差推定法によってクラス事前
確率を精度良く推定できている事がわかる．
次に，推定したクラス事前確率を用いて分類器を学習する．ここでは，クラス事前確率
比で重み付けした ℓ2正則化最小二乗分類器 (Rifkin et al., 2003)を用いる．すなわち，テ
スト入力 x′に対するクラスラベルの予測 ŷ′を

ŷ′ = sign

(
n∑

j=1

θ̂jK(x′,xj)

)

によって求める．ここで K(x,x′)はバンド幅 κのガウスカーネルを表し，パラメータ
{θ̂j}nj=1は

(θ̂1, . . . , θ̂n) := argmin
θ1,...,θn

 n∑
i=1

πyi
nyi/n

(
n∑

j=1

θjK(xi,xj)− yi

)2

+ δ

n∑
j=1

θ2j


によって求められる．また，π+1 = π̂，π−1 = 1 − π̂，π̂はクラス事前確率の推定値を表
し，δ ≥ 0は正則化係数を表す．ガウスカーネルのバンド幅 κと正則化係数 δは，誤分類
率に関する 5分割クラス事前確率比重み付き交差確認法 (Sugiyama et al., 2007)により決
定する．
1000回の試行に対する誤分類率の平均と標準誤差を，図 9の右側の列に示す．これよ
り，最小二乗密度差推定法によって誤分類率を低く抑えられていることがわかる．これは，
テストデータのクラス事前確率がうまく推定できていることによると考えられる．
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図 9: クラスバランス適応の数値例．左：クラス事前確率の二乗推定誤差．右：クラス事
前確率比重み付き ℓ2正則化最小二乗分類器による誤分類率．ハイパーパラメータはクラ
ス事前確率比重み付き交差確認により決定．
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(a) 画像中の注目領域検出
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(b) 時系列データの変化点検知

図 10: 確率分布間の距離に基づく変化検知の応用例．

3.4 正例のみからのクラス事前確率推定

ここまで，正負両方のクラスのラベル付き訓練データを用いたクラス事前確率推定を
紹介してきた．しかし，１クラス分類問題 (Li et al., 2011)や異常検出問題 (Hido et al.,

2011)などの状況では，正のクラスのラベル付き訓練データしか与えられないため，上記
の手法をそのまま用いることができない．
このような場合でも，テスト入力密度 p′(x)に正のラベル付き訓練データの確率密度の
定数倍 γp(x|y = +1)を適合させることにより，テストデータのクラス事前確率を推定で
きる (Elkan & Noto, 2008; du Plessis & Sugiyama, 2014)．この推定法によって求めた γ

は，正負のクラスの訓練データの確率密度 p(x|y = ±1)が重なりを持たないとき，すなわ
ち，p(x|y = +1)p(x|y = −1) = 0のとき，正のテストデータのクラス事前確率 p′(y = +1)

の不偏推定量になっている．

4 教師なし変化検知
本節では，確率分布の変化を検知する手法を紹介する．教師なし変化検知の目的は，確
率密度 p(x)を持つ確率分布に独立に従う標本 {xi}ni=1と確率密度 p′(x)を持つ確率分布に
独立に従う標本 {x′

i′}n
′

i′=1が与えられたとき，p(x)と p′(x)が等しいかどうかを判定するこ
とである．

4.1 確率分布間の距離に基づく変化検知

第 3.1で，密度比推定を用いたカルバック・ライブラー距離，ピアソン距離，L2距離の
推定法を紹介した．これらの手法を用いて pと p′の距離を推定すれば，pと p′が同じかど
うかを判定することができる (Liu et al., 2013)．
図 10に示すような考え方で確率分布間の距離を推定することにより，画像中の注目領域
の検出 (Yamanaka et al., 2013b)や時系列データ (Kawahara & Sugiyama, 2012; Yamanaka

et al., 2013a)の変化点の検知を行うことができる．
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図 11: 二次のマルコフネットワークは，k = 1, . . . , dが頂点で ∥θk,k′∥ > 0のときに頂点
k, k′間に枝があるグラフとして表現できる．マルコフネットワークの変化は，グラフの枝
の有無の変化に対応する．

4.2 確率分布の構造の変化検知

上記の手法では，確率分布間の距離をノンパラメトリックに推定することにより，柔軟
かつロバストな変化検知を行うことができた．一方，p(x)と p′(x)に二次のマルコフネッ
トワーク

q(x;θ) ∝ exp

(∑
k≥k′

θ⊤k,k′f(x
(k), x(k

′))

)

を仮定することにより，このモデルのパラメータ θの値の変化から，多次元ベクトルx =

(x(1), . . . , x(d))⊤の要素 x(k), x(k
′)間の相互作用の変化を捉える事ができる（図 11）．

f(x, x′)は，マルコフネットワークの特徴ベクトルである．f(x, x′) = xx′とおけば，二
次のマルコフネットワークは正規モデルと一致し，x(k), x(k

′)間の共分散をモデル化するこ
とに対応する．f(x, x′) = [xt, xt−1x′, . . . , x, x′, 1]⊤のような高次特徴を考えると，x(k), x(k

′)

間の高次の共分散を考慮したモデル化が行える．
モデル q(x;θ)を標本 {xi}ni=1と {x′

i′}n
′

i′=1にそれぞれ適合させ，推定したパラメータ θ̂, θ̂
′

の差 θ̂− θ̂
′
を求めることにより，変数間の相互作用の変化を捉えられる．例えば，グルー

プスパース正則化 (Yuan & Lin, 2007; Friedman et al., 2008)を施した最尤推定法

max
θ

n∑
i=1

[
log q(xi;θ)− λ

∑
k≥k′

∥θk,k′∥

]
, λ ≥ 0

max
θ′

n′∑
i′=1

[
log q(x′

i′ ;θ
′)− λ′

∑
k≥k′

∥θ′k,k′∥

]
, λ′ ≥ 0

を用いれば，スパースなパラメータ変化を捉えることができる．しかし，我々が知りたい
のはパラメータが変化したかどうかだけであり，個々のパラメータの値 θ̂, θ̂

′
を求めるこ

とが目的ではない．
そこで，二つのパラメータの差θ−θ′を直接スパース化する手法が提案された (Tibshirani
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et al., 2005; Zhang & Wang, 2010)．

max
θ,θ′

[
n∑

i=1

log q(xi;θ) +
n∑

i′=1

log q(x′
i′ ;θ

′)− γ
∑
k≥k′

∥θk,k′ − θ′k,k′∥

]
, γ ≥ 0

しかし，この方法でもまだ二つのパラメータ θ,θ′を明示的に推定している．また，マル
コフネットワークの正規化項∫

exp

(∑
k≥k′

θ⊤k,k′f(x
(k), x(k

′))

)
dθ

は，正規モデルやノンパラ正規モデル (Liu et al., 2009)など，限られたモデルに対してし
か効率良く計算することができないという問題もある．
これらの問題点は，パラメータ θ,θ′を明示的に推定せず，それらの差α = θ − θ′を直
接推定することにより解決することができる (Liu et al., 2014)．パラメータの差αの推定
は，対数線形密度比モデルの学習に対応する．

r(x;α) =
q(x;θ)

q(x;θ′)
∝ exp

(∑
k≥k′

α⊤
k,k′f(x

(k), x(k
′))

)

対数線形密度比モデルは，密度比をカルバック・ライブラー距離のもとで適合する方法
(Tsuboi et al., 2009; Liu et al., 2014)によって効率良く学習できる．

min
α

∫
p(x) log

p(x)

p′(x)r(x;α)
dx+ γ

∑
k≥k′

∥α′
k,k′∥

5 まとめ
本論文では，共変量シフトとクラスバランス変化に対する半教師付き適応学習法，及
び，変化検知のを紹介した．これらの手法のMATLABによる実装は，

http://sugiyama-www.cs.titech.ac.jp/~sugi/software/

にて無償公開されている．より一般的な状況における適応学習法に関しては，Quiñonero-

Candela et al. (2009)を参照せよ．
訓練入出力データ {(xi, yi)}ni=1に加えてテスト入出力データ {(x′

i′ , y
′
i′)}n

′

i′=1も与えられ
れば，同時重要度 p′(x, y)/p(x, y)を用いた重み付き学習により，p(x, y)と p′(x, y)が任意
に異なる場合に対しても原理的には対応できる．このような状況では，訓練データからテ
ストデータへの適応だけでなく，テストデータから訓練データへの適応も同時に行うこと
ができる．これはマルチタスク学習 (Caruana, 1997)の考え方であり，近年，機械学習分
野において盛んに研究されている．
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教師付き学習は，統計学や機械学習の分野において非常に盛んに研究されてきた．しか
し実際には，訓練入出力データを収集するのにお金や時間がかかることがあるため，入力
のみのテストデータも活用する半教師付き学習や，類似の学習タスクを利用する転移学
習やマルチタスク学習など，訓練入出力データ以外の追加情報を用いる学習法の重要性
が高まっている．更に，クラウドソーシング (Raykar et al., 2010)や自己教示学習 (Raina

et al., 2007)など，訓練入出力データを安価に収集するための新しい枠組みも開発されつ
つある．このような研究は，到来しつつあるビッグデータ時代の最重要課題の一つであ
り，今後の更なる発展が期待される．
ビッグデータ時代には，データサイエンティストは多種多様なデータに対して，様々な
データ解析を迅速に行うことを要請される．その際，データ解析タスクごとにアルゴリズ
ムの開発・実装を行うのは効率が悪いため，様々なデータ解析タスクを統一的に解決する
ようなアプローチが，今後益々重要になってくると考えられる．
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