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概 要

確率分布間の距離の推定は機械学習における基礎的な研究課題の一つであり，二標本
検定，変化点検知，クラスバランス推定など様々な目的に応用することができる．本
稿では，確率分布の推定を介さない直接距離近似法，特に，カルバック・ライブラー
距離，ピアソン距離，相対ピアソン距離，L2距離の直接近似法を概観する．

Estimation of a distance between probability distributions is one of the fundamental
challenges in machine learning, because a distance estimator can be used for various
purposes such as two-sample testing, change-point detection, and class-balance esti-
mation. In this article, we review recent advances in direct distance approximation
that do not involve estimation of probability distributions. More specifically, we
cover direct approximators of the Kullback-Leibler distance, the Pearson distance,
the relative Pearson distance, and the L2-distance.

1 はじめに
本稿では，Rd上の二つの確率分布 P と P ′に従って独立に生成された標本集合 X :=

{xi}ni=1とX ′ := {x′
i′}n

′

i′=1を用いて，P と P ′の間の距離Dを推定する問題を論じる．
距離の推定量は，二つの確率分布が同一かどうかを調べる二標本検定 [26, 13]，時系列
の変化点検知 [15]，クラスバランスが変化する状況下でのクラス事前確率の推定 [7]，画
像中の視覚的に顕著な物体の検出 [49]，動画 [48]やツイッター [19]からのイベント検出な
ど，様々なタスクに応用することができる．更に，同時確率分布と周辺確率分布の積との
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距離の推定量は，独立性検定 [25]，特徴選択 [35, 11]，特徴抽出 [34, 41]，正準従属性分析
[14]，オブジェクト適合 [44]，独立成分分析 [33]，クラスタリング [31, 17]，因果推定 [43]

など，幅広い機械学習タスクに応用する事ができる [23]．そのため，二つの確率分布間の
距離を標本から精度良く推定することは，統計学，情報理論，機械学習などの分野におい
て重要な研究課題の一つとなっており，様々な手法が開発されてきた．
確率分布P とP ′間の距離D(P∥P ′)のナイーブな近似法は，まず標本X とX ′から確率
分布 P と P ′の推定量 P̂X と P̂ ′

X ′を求め，そしてそれらの推定量を距離の定義に代入する
ことにより，距離の近似D(P̂X∥P̂ ′

X ′)を計算するという二段階の方法である．しかし，第
二段階の距離推定を考慮せずに第一段階の確率分布の推定を行うため，このようなナイー
ブな二段階推定法は必ずしも推定精度が良くない．そこで，確率分布 P と P ′の推定を経
由せず，標本X とX ′から直接的に距離の近似 D̂(X∥X ′)を求めるアプローチが近年盛ん
に研究されるようになった [30, 20, 12, 47, 29]．
本稿では，このような距離の直接近似法の最新動向を概観する．第 2節で機械学習に有
用な距離尺度の定義を紹介し，第 3節でそれらの直接近似法を概観する．第 4節では距離
推定量を用いた機械学習アルゴリズムを紹介し，第 5節で結論を述べる．

2 距離尺度
本節では，機械学習に有用な距離尺度の定義を紹介する．数学的には，以下の四つの条
件を満たす二変数関数 d(·, ·)を距離関数とよぶ：

• 非負性：∀x, y, d(x, y) ≥ 0

• 非退化性：d(x, y) = 0 ⇐⇒ x = y

• 対称性：∀x, y, d(x, y) = d(y, x)

• 三角不等式：∀x, y, z d(x, z) ≤ d(x, y) + d(y, z)

2.1 カルバック・ライブラー (KL)距離

統計学や機械学習の分野で圧倒的によく用いられている距離尺度は，次式で定義される
KL距離であろう [18]：

KL(p∥p′) :=
∫

p(x) log
p(x)

p′(x)
dx

ここで，pと p′は確率分布 P と P ′の確率密度関数を表す．
KL距離は，最尤推定と相性が良い，変数変換に対して不変，KL距離がもたらすリー
マン幾何構造の性質がよく調べられている [2]，直接密度比推定によって精度良く近似で
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きる [30, 20, 27]など，優れた性質を持っている．しかし，KL距離は非負性と非退化性を
満たすが，対称性を持たず，三角不等式も満たさない．従って，KL距離は厳密には距離
ではない（そのため，KLダイバージェンスとよぶこともある）．また，log関数が含まれ
るため，KL距離の近似計算には時間がかかるという問題もある．更に，log関数が強い
非線形性持つことと，密度比関数 p/p′が有界でない可能性がある [4, 47]ことから，KL距
離の推定量は外れ値に弱く数値的に不安定といった弱点もある．

2.2 ピアソン (PE)距離

PE距離 [21]はKL距離の二乗損失版であり，次式で定義される：

PE(p∥p′) :=
∫

p′(x)

(
p(x)

p′(x)
− 1

)2

dx

PE距離は，観測された頻度分布が理論分布と同じかどうかを検定する適合度検定に用い
られる尺度である．PE距離とKL距離は，共に f距離 [1, 6]の一例となっており，変数変
換に対する不変性など，理論的に似た性質を有する．
PE距離は，KL距離と同様に直接密度比推定によって精度良く近似できる [12, 27]．更
に，PE距離に含まれる二乗関数は最小二乗法と相性が良いことから，PE距離はKL距
離よりも効率良く，しかも解析的に推定量を計算できるという優れた特徴を持つ．また，
PE距離はKL距離よりも外れ値に対してロバストであることも知られている [28]．しか
し，対称性を持たない，三角不等式を満たさない，密度比関数 p/p′が有界でない恐れが
あるといったKL距離の問題点は，PE距離では解決されていない．

2.3 相対PE (rPE)距離

密度比関数 p/p′が有界でないという問題を解決すべく，次式で定義される rPE距離が
近年導入された [47]：

rPE(p∥p′) := PE(p∥qα) =
∫

qα(x)

(
p(x)

qα(x)
− 1

)2

dx

ここで，qαは pと p′の α混合（0 ≤ α < 1）である：

qα = αp+ (1− α)p′

α = 0のとき，rPE距離はもとのPE距離と一致する．p/qαは相対密度比とよばれ，α > 0

のとき常に 1/αで上から抑えられる．この相対密度比を用いることにより，rPE距離は
PE距離の密度比の非有界性を回避している．
rPE距離も最小二乗法と相性が良く，PE距離とほぼ同様の方法で推定量を解析的に効
率良く計算することができる．また，変数変換に対する不変性も維持されている．しか
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し，対称性を持たない，三角不等式を満たさないという問題は依然として残っており，ま
た，混合比 αを実際にどのように決めればよいかも明らかでない．
同様に f距離 [1, 6]に含まれる密度比を相対密度比に置き換えることにより，より一般
的な距離のクラスである相対 f距離を考えることができる．

2.4 L2距離

次式で定義される L2距離も，標準的な距離尺度の一つである：

L2(p, p′) :=

∫ (
p(x)− p′(x)

)2
dx

L2距離は，非負性と非退化性に加え対称性と三角不等式も満たすため，数学的な意味で
の距離になっている．更に，それぞれの確率密度 pと p′が有界であれば，その差 p− p′も
常に有界である．従って，L2距離は安定性が高く，また，rPE距離に含まれる αのよう
な調整パラメータがないため，実用上扱いやすいという利点がある．
L2距離は最小二乗法と相性が良く，直接密度差推定 [29]により推定量を解析的に効率
良く計算することができる．しかし，変数変換に対する不変性は密度比に基づく距離に対
する固有の性質であるため，密度差に基づく L2距離は変数変換に対して不変でない．

3 距離の直接近似
本節では，第 2節で紹介した距離を，確率分布の推定を経由せずに直接近似する手法を
概観する．

3.1 KL距離の直接近似

KL距離の直接近似の肝となる考え方は，二つの確率密度関数 pと p′を推定せずに密度
比関数 p/p′を直接推定することである [30]．具体的には，密度比モデル rに関して pから
r · p′への経験一般化KL距離を最小にすることにより，密度比推定量 r̂を求める：

r̂ := argmin
r

[
1

n′

n′∑
i′=1

r(x′
i′)−

1

n

n∑
i=1

log r(xi)

]
パラメータに関して線形な密度比モデル r(x)に対しては上記の最適化問題は凸となるた
め，勾配法などによって簡単に大域的最適解を求めることができる．例えば，ガウスカー
ネルモデル

r(x) =
n∑

i=1

θi exp

(
−∥x− xi∥2

2σ2

)
(1)
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はパラメータに関して線形であり，密度比が大きな値を取る領域にガウス関数を配置する
ため，実用上有用である [27]．ガウスカーネルのバンド幅 σは，上記の目的関数に対する
交差確認法によって客観的に決定することができる．こうして求めた密度比推定量 r̂を用
いて，KL距離推定量 K̂L(X∥X ′)は次式で与えられる：

K̂L(X∥X ′) :=
1

n

n∑
i=1

log r̂(xi)

上記の手法（KL重要度推定法；KLIEP法）のMATLAB R⃝による実装は，以下のページ
からダウンロードできる：

http://sugiyama-www.cs.titech.ac.jp/~sugi/software/KLIEP/

KLIEP法は，式 (1)の線形モデルだけでなく，対数線形モデル [39]，ガウス混合モデル
[42]，確率的主成分分析器の混合モデル [46]などにも拡張されている．また，拘束条件な
しのアルゴリズム [20]も独立に提案されており，これはKL距離のルジャンドル・フェン
シェル下界 [16]を近似的に最大化することに対応している：

K̂L
′
(X∥X ′) := max

r

[
1

n

n∑
i=1

log r(xi)−
1

n′

n′∑
i′=1

r(x′
i′) + 1

]

3.2 PE距離の直接近似

PE距離の直接推定も，KL距離と同様に確率密度 pと p′の推定を経由せずに密度比 p/p′

を直接推定することが肝となるが，PE距離の推定量はKL距離の推定量よりも効率良く
計算することができる [12]．具体的には，密度比モデル rと真の密度比 p/p′との p′によ
る重み付き経験二乗誤差を最小にすることにより，密度比推定量 r̂を求める：

r̂ := argmin
r

[
1

n′

n′∑
i′=1

r2(x′
i′)−

2

n

n∑
i=1

r(xi)

]
パラメータに関して線形な密度比モデル (1)に対しては，ℓ2正則化 [10]を施した密度比
推定量を解析的に求めることができ，また，一つ抜き交差確認のスコアも解析的に計算す
ることができる [40]．一方，ℓ1正則化 [36]を施せばパラメータ {θi}ni=1がスパースになる
ため，非常に効率良く解を求めることができ [37]，また，正則化パス追跡 [9]を行うこと
もできる．
ℓ2正則化に対する上記の手法（拘束なし最小二乗重要度推定法；uLSIF法）のMATLAB R⃝

による実装は，以下のページからダウンロードできる：

http://sugiyama-www.cs.titech.ac.jp/~sugi/software/uLSIF/

なお，密度比 p(x)/p′(x)の汎関数として定義されるより一般的な f距離 [1, 6]に対して
も，直接密度比推定による距離近似が可能である [20, 30]．
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3.3 rPE距離の直接近似

密度 pと p′の α混合 qαに p′を置き換えることにより，rPE距離はPE距離と同様の方
法で推定することができる [47]：

r̂ := argmin
r

[
α

n

n∑
i=1

r2(xi) +
1− α

n′

n′∑
i′=1

r2(x′
i′)−

2

n

n∑
i=1

r(xi)

]
従って，rPE距離推定は PE距離推定と同様に優れた計算効率をもつ．
上記の手法（相対 uLSIF法；RuLSIF法）のMATLAB R⃝による実装は，以下のページ
からダウンロードできる：

http://sugiyama-www.cs.titech.ac.jp/~yamada/RuLSIF.html

3.4 L2距離の直接近似

L2距離の直接近似の肝となる考え方は，二つの確率密度関数 pと p′を推定せずに密度
差 p−p′を直接推定することである [29]．具体的には，密度差モデル fと真の密度差 p−p′

との経験二乗誤差を最小にすることにより，密度差推定量 f̂ を求める：

f̂ := argmin
f

[∫
f(x)2dx−

(
2

n

n∑
i=1

f(xi)−
2

n′

n′∑
i′=1

f(x′
i′)

)]
実用上は，ガウスカーネル密度差モデル

f(x) =
n∑

i=1

θi exp

(
−∥x− xi∥2

2σ2

)
+

n′∑
i′=1

θn+i′ exp

(
−∥x− x′

i′∥2

2σ2

)
を用いると，目的関数の第一項目

∫
f(x)2dxが解析に計算でき都合が良い．上記の最適化

問題は，PE距離近似における最小二乗密度比推定と本質的に同じ形式のため，最小二乗
密度比推定の優れた計算効率を L2距離の近似においても享受できる．
上記の手法（最小二乗密度差推定法；LSDD法）のMATLAB R⃝による実装は，以下の
ページからダウンロードできる：

http://sugiyama-www.cs.titech.ac.jp/~sugi/software/LSDD/

なお，密度差 p(x) − p′(x)の汎関数として定義されるより一般的な距離尺度に対して
も，直接密度差推定による距離近似が可能である [8]．

4 距離推定量に基づく機械学習
本節では，距離推定量を用いた機械学習アルゴリズムを紹介する．
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図 1: Change-point detection in time series.

4.1 時系列の変化点検知

時系列の背後に潜む変化を検知することが目的である．時刻 tにおけるm次元時系列
標本を y(t) ∈ Rmで表し，時刻 tから長さ kの部分時系列をY (t) ∈ Rkmで表す：

Y (t) := [y(t)⊤,y(t+ 1)⊤, . . . ,y(t+ k − 1)⊤]⊤

ただし，⊤は転置を表す．ここでは，単一の時系列標本 y(t)でなく部分系列Y (t)を一つ
の標本とみなすことにより，時間に依存した情報を簡便に取り込むことにする [15]．時刻
tから rステップ分の標本集合を Y(t)で表す：

Y(t) := {Y (t),Y (t+ 1), . . . ,Y (t+ r − 1)}

このとき，Y(t)と Y(t + r)の確率分布間の距離は，変化点らしさを表すスコアとして利
用することができる（図 1参照）．
これまでに，rPE距離に基づいた変化点検知手法 [19]とL2距離に基づいた変化点検知
手法 [29]の有効性が実験的に示されている．特に，rPE距離に基づいた変化点検知手法は，
動画 [48]やツイッター [19]からのイベント検出に適用され，有望な結果が得られている．

4.2 クラスバランスが変化する状況下でのクラス事前確率の推定

実世界のパターン認識タスクでは，クラス間のバランスが訓練データとテストデータで
異なることがある．このような場合に訓練データを用いてナイーブに分類器を学習する
と，訓練データとテストデータでクラスバランスが異なるため，テストデータのラベル予
測に対して強いバイアスをもたらす可能性がある．ここでは，パターンx ∈ Rdをクラス
y ∈ {+1,−1}に分類する二値分類問題を考えることにし，半教師付き学習 [3]の枠組み，
すなわち，ラベル付き訓練データに加えてラベルなしテストデータが与えられる状況のも
とで，テストデータのクラスバランスを推定することを目標とする．
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図 2: Class-prior estimation under class-balance change.

テストデータのクラスバランスは，テストパターンの確率分布に訓練パターンのクラス
毎確率分布の混合分布を適合させることにより，推定することができる [7]：

min
π∈[0,1]

D(ptest∥qπtest)

ここで，ptestはテストパターンの確率分布を表し，qπtestは訓練パターンのクラス毎確率分
布の π混合を表す（図 2参照)：

qπtest(x) := πptrain(x|y = +1) + (1− π)ptrain(x|y = −1)

PE距離 [7]とL2距離 [29]に基づいたクラスバランス推定法の有効性が，実験的に示さ
れている．

4.3 画像中の視覚的に顕著な物体の検出

画像に含まれる視覚的に顕著な物体を検出することが目的である．これは，画像中のあ
る注目領域の明るさ，エッジ，色などの画像特徴の確率分布 pcenterを考え，注目領域周辺
の画像特徴分布 psurroundingとの距離D(pcenter∥psurrounding)を推定することにより，注目領域
に含まれる物体の視覚的顕著度を求めることができる（図 3参照）．すなわち，視覚的に顕
著な物体がない領域では，pcenterと psurroundingがほぼ等しいため距離D(pcenter∥psurrounding)
は小さくなり，視覚的顕著度は低くなる．一方，視覚的に顕著な物体が注目領域に含まれ
る場合は，pcenterと psurroundingが大きく異なるため距離D(pcenter∥psurrounding)は大きくな
り，視覚的顕著度は高くなる．注目領域の場所や大きさを変えながらこの距離計算を画像
全体に対して行うことにより，画像中の顕著な物体を検出することができる．
rPE距離に基づいた視覚的顕著物体の検出アルゴリズムの有効性が，実験的に示されて
いる [49]．
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psurrounding(x)

pcenter(x)

図 3: Salient-object detection in an image.

4.4 統計的独立性の検定

同時確率密度 pU,Vを持つ確率分布から独立に生成されたペア標本 {(ui,vi)}ni=1を用い
て，二つの確率変数U とV の統計的従属性の強さを測ることが目的である．ここで，同
時確率密度 pU,Vと周辺確率密度の積 pU · pVとの間の距離を考えることにすれば，これは
統計的な従属性の尺度となる．なぜならば，距離がゼロ（すなわち，pU,V = pU · pV）の
時だけU とV は独立となり，距離が大きくなればなるほどU とV の従属性が強くなる
からである．
このような従属性尺度は，距離推定アルゴリズムに与える二つのデータ集合を X =

{(ui,vi)}ni=1とX ′ = {(ui,vj)}ni,j=1に変更することにより，通常の確率分布間距離と同様
に推定することができる．KL距離に基づく従属性尺度は相互情報量 [22]とよばれ，情報
理論において重要な働きをする [5]．一方，PE距離に基づく相互情報量は二乗損失相互
情報量とよばれ，独立性検定 [25]，特徴選択 [35, 11]，特徴抽出 [34, 41]，正準従属性分析
[14]，オブジェクト適合 [44]，独立成分分析 [33]，クラスタリング [31, 17]，因果推定 [43]

など，幅広い機械学習タスクに応用できる事が示されている [23]．L2距離に基づく相互
情報量は，二次相互情報量とよばれる [38]．

5 まとめ
本稿では，確率分布間の直接距離推定に関する研究の最新動向を概観した．統計学では
カルバック・ライブラー距離が圧倒的によく用いられるが，ピアソン距離，相対ピアソン
距離，L2距離の推定量は計算効率が良く，数値的に安定であり，外れ値に対して高いロ
バスト性を有するため，機械学習への応用ではこれらの距離推定量の方が有用であると考
えられる．
本稿で紹介した直接距離推定量は，パラメトリックモデルに対して最適な

√
n一致性

（n′ = nとする）を有することが示されており [30, 12, 47, 29], ノンパラメトリックモデ
ルに対してミニマックス最適性を有することが証明されている [20, 30, 12, 47, 29]．また，
実験的にもナイーブな密度推定に基づく距離推定量よりも精度が良いことが示されている
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[30, 12, 47, 29]. しかし，直接距離推定量も次元の呪いの影響は避けられないため，高次元
の距離推定問題に対しては更なる工夫が必要である．例えば，二つの確率分布が共通点を
持つという期待のもと，直接距離推定に次元削減を組み合わせるという考え方 [24, 32, 45]

が有望であり，更なる発展が望まれる．
著者のホームページで距離推定に関する様々な論文やソフトウェアを公開している：

http://sugiyama-www.cs.titech.ac.jp/~sugi/

興味を持って下さった方は，ご覧いただければ幸いである．
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