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概 要
本論文では，我々が最近導入した統計的機械学習の新しい枠組みを紹介する．この枠
組みの特徴は，様々な機械学習問題を確率密度関数の比の推定問題に帰着させるとこ
ろにある．そして，困難な確率密度関数の推定を経由せずに，確率密度比を直接推定
することにより，精度良く学習を行なう．この密度比推定の枠組みには，非定常環境
適応，異常値検出，次元削減，独立成分分析，因果推定，条件付き確率推定など様々
な機械学習の問題が含まれるため，極めて汎用的である．
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Abstract

This paper reviews a new framework for statistical machine learning that we in-
troduced recently. A distinctive feature of this framework is that various machine
learning problems are formulated as a problem of estimating the ratio of probabil-
ity densities in a unified way. Then the density ratio is estimated without going
through the hard task of density estimation, which results in accurate estimation.
This density ratio framework includes various machine learning tasks such as non-
stationarity adaptation, outlier detection, dimensionality reduction, independent
component analysis, and conditional density estimation. Thus, density ratio esti-
mation is a highly versatile tool for machine learning.
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1 はじめに
確率密度の推定は困難な問題と知られており，これを回避することが統計的機械学習に
おいて非常に重要である．サポートベクトルマシン (SVM)(Vapnik, 1998)は，この原理
を踏襲し成功した典型的な例であろう．すなわち，SVMはデータ生成の確率分布を推定
するという一般的かつ困難な問題を解くことなく，パターン認識に必要最低限な決定境界
のみを学習する．
この考え方に従い，確率密度でなく確率密度の比を推定する新たな統計的機械学習の枠
組みが近年提案された (Sugiyama et al., 2009)．本論文では，まず密度比を推定するため
の様々な手法を紹介する．具体的には，カーネル密度推定 (Härdle et al., 2004)に基づく
方法，カーネル平均適合法 (Huang et al., 2007)，ロジスティック回帰に基づく方法 (Qin,

1998; Cheng and Chu, 2004; Bickel et al., 2007)，カルバック・ライブラー重要度推定法
(Sugiyama et al., 2008)，最小二乗重要度適合法 (Kanamori et al., 2009a)，拘束無し最小
二乗重要度適合法 (Kanamori et al., 2009a)を紹介する．重要度とは，重点サンプリング
(Fishman, 1996)の文脈における確率密度比のことである．
そして次に，様々な機械学習問題が密度比推定の問題として定式化できることを説明
する．具体的には，まず非定常環境適応 (Shimodaira, 2000; Zadrozny, 2004; Sugiyama

and Müller, 2005; Sugiyama et al., 2007; Quiñonero-Candela et al., 2009)，異常値検出
(Hido et al., 2010; Smola et al., 2009; Kawahara and Sugiyama, 2009)，条件付き確率推
定 (Sugiyama et al., 2010c; Sugiyama, 2009)の各問題が，密度比推定の問題として定式
化できることを示す．次に，情報理論で重要な働きをする相互情報量が，密度比推定法に
よって近似できることを説明する (Suzuki et al., 2008; Suzuki et al., 2009b)．相互情報量
は確率変数の独立性を表す量であるため，密度比推定法による相互情報推定量を用いて，
特徴選択 (Suzuki et al., 2009a)，特徴抽出 (Suzuki and Sugiyama, 2010)，独立成分分析
(Suzuki and Sugiyama, 2009)，因果推定 (Yamada and Sugiyama, 2010)などを行うこと
ができる．

2 密度比推定
本節では，密度比推定の問題を定式化すると共に，様々な密度比推定法を紹介する．

2.1 定式化

データの定義域を D (⊂ Rd) で表し，確率密度 q(x) を持つ確率分布に独立に従う i.i.d.

標本 {xi}ni=1，および，確率密度 q′(x) を持つ確率分布に独立に従う i.i.d.標本 {x′
j}n

′
j=1 が

与えられる場合を考える．ただし，q(x) は

q(x) > 0 for all x ∈ D
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を満たすと仮定する．本節では，2組の標本 {xi}ni=1 と {x′
j}n

′
j=1 から確率密度比

r(x) :=
q′(x)

q(x)

を推定する問題を論じる．

2.2 カーネル密度推定 (KDE)に基づく方法

カーネル密度推定法 (kernel density estimation; KDE)は，i.i.d.標本 {xi}ni=1 からその
標本を生成した確率密度関数 p(x) を推定するノンパラメトリック法の一つである．ガウ
スカーネル

Kσ(x,x
′) := exp

(
−∥x− x′∥2

2σ2

)
, (1)

を用いたとき，KDEによって得られる推定量は

p̂(x) =
1

n(2πσ2)d/2

n∑
i=1

Kσ(x,xi)

で与えられる．
KDEの推定精度は，カーネル幅 σ の選び方に依存する．カーネル幅 σ は，尤度交差
確認法 (Härdle et al., 2004)によって最適化できる．まず，標本 {xi}ni=1 を k 個の重なり
のない（ほぼ）同じ大きさの部分集合 {Xj}kj=1 に分割する．そして，{Xj}j ̸=ℓ から確率密
度関数の推定量 p̂Xℓ

(x) を求め，Xℓ に対する対数尤度を計算する：

1

|Xℓ|
∑
x∈Xℓ

log p̂Xℓ
(x)

この計算を ℓ = 1, 2, . . . , k に対して行い，対数尤度の平均値を最大にする σ の値を選ぶ．
KDEを用いれば，次のようにして確率密度比を推定することができる．まず，確率密
度関数 q(x) と q′(x) の推定量 q̂(x) と q̂′(x) を，{xi}ni=1 と {x′

j}n
′

j=1 からそれぞれ求め
る．そして，推定した確率密度関数の比をとる：

r̂(x) =
q̂′(x)

q̂(x)

この方法は非常に単純であるが，データの次元が高い場合に推定精度が良くない．
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2.3 カーネル平均適合法 (KMM)

カーネル平均適合法 (kernel mean matching; KMM)は，確率密度関数の推定を行うこ
となく確率密度比を推定する方法である (Huang et al., 2007)．KMMでは，確率密度関
数 q(x) と q′(x) に従う標本を普遍再生核関数 (Steinwart, 2001)を用いて非線形変換し，
それらの平均の差を最小にする関数 r̂(x) を求める．ガウスカーネル (1)は普遍再生核で
あり，以下の最適化問題の解は真の密度比と一致することが知られている．

min
r(x)

∥∥∥∥∫ Kσ(x, ·)q′(x)dx−
∫

Kσ(x, ·)r(x)q(x)dx
∥∥∥∥2
H

(2)

subject to

∫
r(x)q(x)dx = 1 and r(x) ≥ 0

ただし，∥ · ∥H はガウス再生核ヒルベルト空間のノルムを表し，Kσ(x,x
′) はガウスカー

ネル (1)を表す．
上記の最適化問題に含まれる期待値を標本平均で近似すれば，次の凸二次計画問題が得
られる．

min
{ri}ni=1

[
1

2

n∑
i,i′=1

riri′Kσ(xi,xi′)−
n

n′

n∑
i=1

ri

n′∑
j=1

Kσ(xi,x
′
j)

]

subject to

∣∣∣∣∣ 1n
n∑

i=1

ri − 1

∣∣∣∣∣ ≤ ϵ and 0 ≤ r1, r2, . . . , rn ≤ B

B (≥ 0) と ϵ (≥ 0) はユーザが設定するチューニングパラメータであり，正則化効果の強
さを調整する．上記の最適化問題の解 {r̂i}ni=1 は，標本 {xi}ni=1 における密度比の一致推
定値になっている (Huang et al., 2007)．
KMMは確率密度推定を含まないため高次元でも精度が良いと期待されるが，KMMの
近似精度はチューニングパラメータ B，ϵ，σ に依存するため，これらの値を適切に決定
する必要がある．しかし，KMMでは密度比関数全体でなく標本 {xi}ni=1 における密度比
の推定値しか得られないため，これらのチューニングパラメータの値を交差確認法で決定
することはできない．この問題は，密度比関数全体を学習できるようにKMMの最適化
問題 (2)を少し改変することにより解決できるが (Kanamori et al., 2009b)，そうであって
もカーネル幅を交差確認法で決定することは妥当ではない．なぜならば，KMMの学習規
準 (2)は普遍再生核空間のノルムで定義されており，カーネル幅を変えると学習規準の意
味が変わってしまうからである．
カーネル法では，標本間の距離の中央値をガウス幅 σ として採用するヒューリスティッ
クがよく用いられる (Schölkopf and Smola, 2002)．KMMでは，このヒューリスティック
を用いてガウス幅を決定するのが現実的であろうが，必ずしも妥当な結果が得られるとは
限らない．
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2.4 ロジスティック回帰 (LR)に基づく方法

確率的な分類器を用いても密度比を推定することができる．確率変数 η を考え，q(x)

から生成された標本には η = 1 を，q′(x) から生成された標本には η = −1 をそれぞれ割
り当てることにする．すなわち，q(x) と q′(x) は

q(x) = p(x|η = −1)
q′(x) = p(x|η = 1)

と表される．ベイズの定理より，密度比は η を用いて次式で表される (Qin, 1998; Cheng

and Chu, 2004; Bickel et al., 2007):

r(x) =
p(η = −1)
p(η = 1)

p(η = 1|x)
p(η = −1|x)

比 p(η = −1)/p(η = 1) は単純に標本数の比 n/n′ で近似する．条件付き確率 p(η|x) は，
ロジスティック回帰 (logistic regression; LR)によって {xi}ni=1 と {x′

j}n
′

j=1 を分離すること
により近似できる．
LRは，条件付き確率 p(η|x) を次のモデルで近似する確率的分類法である．

p̂(η|x) =

(
1 + exp

(
−η

m∑
ℓ=1

ζℓϕℓ(x)

))−1

ここで {ϕℓ(x)}mℓ=1 は基底関数であり，m は基底関数の数を表す．パラメータ ζ は，負の
罰則付き対数尤度を最小にするように学習する．

ζ̂ := argmin
ζ

[
n∑

i=1

log

(
1 + exp

(
m∑
ℓ=1

ζℓϕℓ(xi)

))

+
n′∑
j=1

log

(
1 + exp

(
−

m∑
ℓ=1

ζℓϕℓ(x
′
j)

))
+ λζ⊤ζ

]

上記の目的関数は下に凸であるため，勾配法や（準）ニュートン法などの標準的な最適化
手法によって大域的最適解を求めることができる (Minka, 2007)．最終的に，密度比推定
量は次式で与えられる．

r̂(x) =
n

n′ exp

(
m∑
ℓ=1

ζ̂ℓϕℓ(x)

)
LRを用いた密度比推定法では通常の教師付き分類問題を解いているため，モデル選択

（すなわち，基底関数 {ϕℓ(x)}mℓ=1 と正則化パラメータ λ の選択）が標準的な交差確認法
によって行えるという長所がある．
多クラスの LRを用いれば，3つ以上の確率密度間の密度比を同時に求めることができ
る (Bickel et al., 2008)．
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2.5 カルバック・ライブラー重要度推定法 (KLIEP)

カルバック・ライブラー重要度推定法 (Kullback-Leibler importance estimation proce-

dure; KLIEP)(Sugiyama et al., 2008)も，確率密度推定を介することなく密度比を直接推
定できる手法である．
KLIEPでは，密度比 r(x) を次の線形モデルでモデル化する．

r̂(x) =
b∑

ℓ=1

αℓφℓ(x) (3)

{αℓ}bℓ=1 はパラメータであり，{φℓ(x)}bℓ=1 は非負の値をとる基底関数である．
密度比モデル r̂(x) を用いれば，q′(x) を q̂′(x) = r̂(x)q(x) で推定することができる．

KLIEPでは，パラメータ {αℓ}bℓ=1 を，q′(x) から q̂′(x) へのカルバック・ライブラー情報
量を最小にするように学習する．

KL[q′(x)∥q̂′(x)] =
∫
D
q′(x) log

q′(x)

q(x)
dx−

∫
D
q′(x) log r̂(x)dx (4)

第 1項目は定数なので無視できる．q̂′(x) は確率密度関数であることから，次の拘束条件
を満たす必要がある．

1 =

∫
D
q̂′(x)dx =

∫
D
r̂(x)q(x)dx (5)

式 (4)の第 2項目，および，式 (5)の期待値を標本平均で近似すれば，以下の最適化問題
が得られる．

max
{αℓ}bℓ=1

[
n′∑
j=1

log

(
b∑

ℓ=1

αℓφℓ(x
′
j)

)]

subject to
1

n

b∑
ℓ=1

αℓ

n∑
i=1

φℓ(xi) = 1 and α1, α2, . . . , αb ≥ 0

これは凸最適化問題であるため，勾配上昇と制約充足を繰り返せば大域的な最適解を求
めることができる．また，最適解は疎になる傾向がある．KLIEPの擬似コードを図 1に
示す．
KLIEPの近似性能は，基底関数 {φℓ(x)}bℓ=1 の選び方に依存する．密度比関数は，分子
の確率分布からの標本が多いところで大きな値をとる傾向があり，それ以外の場所ではゼ
ロに近い値をとる傾向があるため，以下のモデルを用いるのが妥当であろう．

r̂(x) =
n′∑
ℓ=1

αℓKσ(x,x
′
ℓ)

ここで Kσ(x,x
′) は，式 (1)で定義されるガウスカーネルである．KLIEPのモデル選択

（すなわち，ガウスカーネルの幅 σ の選択）は，交差確認法で行うことができる．KLIEP

に対する交差確認法の擬似コードを図 2に示す．KLIEPのMATLAB R⃝ での実装は，
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Input: m = {φℓ(x)}bℓ=1, {xi}ni=1, and {x′
j}n

′
j=1

Output: r̂(x)

Aj,ℓ ←− φℓ(x
′
j) for j = 1, 2, . . . , n′ and ℓ = 1, 2, . . . , b;

ξℓ ←− 1
n

∑n
i=1 φℓ(xi) for ℓ = 1, 2, . . . , b;

Initialize α = (α1, α2, . . . , αb)
⊤ (> 0b) and ε (0 < ε≪ 1);

Repeat until convergence

α←− α+ εA⊤(1n′ ./Aα); % Gradient ascent

α←− α+ (1− ξ⊤α)ξ/(ξ⊤ξ); % Constraint satisfaction

α←− max(0b,α); % Constraint satisfaction

α←− α/(ξ⊤α); % Constraint satisfaction

end

r̂(x)←−
∑b

ℓ=1 αℓφℓ(x);

図 1: KLIEPの擬似コード．0b は b 次元の 0ベクトル，1n′ は n′ 次元の 1ベクトルを表
す．‘./’ は要素毎の除算であり，⊤ は転置を表す．ベクトルに対する不等式と ‘max’作用
素は，要素毎に適用される．

Input: M = {m | m = {φℓ(x)}bℓ=1}, {xi}ni=1, and {x′
j}n

′
j=1

Output: r̂(x)

Split {x′
j}n

′
j=1 into k disjoint subsets {X ′

j}kj=1;

for each model m ∈M
for each split t = 1, 2, . . . , k

r̂t(x)←− KLIEP(m, {xi}ni=1, {X ′
j}j ̸=t);

L̂t(m)←− 1
|X ′

t |
∑

x∈X ′
t
log r̂t(x);

end

L̂(m)←− 1
k

∑k
t=1 L̂t(m);

end

m̂←− argmaxm∈M L̂(m);

r̂(x)←− KLIEP(m̂, {xi}ni=1, {x′
j}n

′
j=1);

図 2: KLIEPに対する交差確認法の擬似コード．
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http://sugiyama-www.cs.titech.ac.jp/~sugi/software/KLIEP/

で公開されている．

2.6 最小二乗重要度適合法 (LSIF)

KLIEPでは，カルバック・ライブラー情報量を用いて 2つの確率密度の差異を評価し
たが，最小二乗重要度適合法 (least-squares importance fitting; LSIF)(Kanamori et al.,

2009a)では，二乗損失のもとで密度比の適合を行う．密度比関数 r(x) は，KLIEPと同
様に線形モデル (3)でモデル化する．パラメータ α = (α1, α2, . . . , αb)

⊤ は，次の二乗誤差
J0 を最小にするように学習する．

J0(α) :=
1

2

∫
(r̂(x)− r(x))2 q(x)dx

=
1

2

∫
r̂(x)2q(x)dx−

∫
r̂(x)q′(x)dx+

1

2

∫
r(x)q′(x)dx

最後の項は定数のため無視できる．最初の 2項を J と定義する．

J(α) :=
1

2

∫
r̂(x)2q(x)dx−

∫
r̂(x)q′(x)dx

J に含まれる期待値を標本平均で近似すれば，次式が得られる．

Ĵ(α) :=
1

2n

n∑
i=1

r̂(xi)
2 − 1

n′

n′∑
j=1

r̂(x′
j)

=
1

2

b∑
ℓ,ℓ′=1

αℓαℓ′Ĥℓ,ℓ′ −
b∑

ℓ=1

αℓĥℓ

ただし，

Ĥℓ,ℓ′ :=
1

n

n∑
i=1

φℓ(xi)φℓ′(xi)

ĥℓ :=
1

n′

n′∑
j=1

φℓ(x
′
j)

である．密度比関数の非負性を考慮し，更に一次の正則化項を導入すれば，次の最適化問
題が得られる．

min
{αℓ}bℓ=1

[
1

2

b∑
ℓ,ℓ′=1

αℓαℓ′Ĥℓ,ℓ′ −
b∑

ℓ=1

αℓĥℓ + λ
b∑

ℓ=1

αℓ

]
subject to α1, α2, . . . , αb ≥ 0 (6)
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ただし，λ は非負の正則化パラメータである．式 (6)は凸二次計画問題であるので，標準
的な最適化ソフトウェアによって大域的最適解を効率良く求めることができる．基底関数
は，KLIEPと同様に設計すればよいであろう．ガウス幅 σ と正則化パラメータ λ は，交
差確認法によって定めればよい．ただしKLIEPの場合と異なり，LSIFの交差確認法では
{xi}ni=1 と {x′

j}n
′

j=1 を共に分割すべきである．
LSIFの解 α̂は，正則化パラメータ λに対して区分線形関数になることが知られている

(Kanamori et al., 2009a)．従って，パラメトリック最適化の手法を用いれば，正則化パス
（すなわち，全ての λ に対する解）を効率良く計算することができる (Best, 1982; Efron

et al., 2004; Hastie et al., 2004)．LSIFの正則化パス追跡の擬似コードを図 3に示す．こ
の正則化パス追跡のアルゴリズムを用いれば，二次計画ソルバーはもはや不要であり，線
形方程式を解くだけで解を得ることができる．これにより，LSIFの計算速度は大幅に高
速化される．LSIFのRでの実装は，

http://www.math.cm.is.nagoya-u.ac.jp/~kanamori/software/LSIF/

で公開されている．

2.7 拘束無し最小二乗重要度適合法 (uLSIF)

正則化パス追跡を用いることにより，LSIFの計算時間は大幅に短縮される．しかし，正
則化パス追跡はしばしば数値的に不安定になり，実用上問題となることがある．この問題
を解決すべく，拘束無し最小二乗重要度適合法 (unconstrained LSIF; uLSIF)が提案され
た (Kanamori et al., 2009a)．
uLSIFの考え方は非常に単純で，LSIFの最適化問題 (6)に含まれる非負拘束を無視す
るだけである．これにより，以下の拘束無し最適化問題が得られる．

min
{αℓ}bℓ=1

[
1

2

b∑
ℓ,ℓ′=1

αℓαℓ′Ĥℓ,ℓ′ −
b∑

ℓ=1

αℓĥℓ +
λ

2

b∑
ℓ=1

α2
ℓ

]
(7)

ただし，非負拘束を取り除いたことに伴い，正則化項が二次に変更されていることに注意
せよ．式 (7)の解は，解析的に次式で与えられる．

α̃ = (α̃1, α̃2, . . . , α̃b)
⊤ = (Ĥ + λIb)

−1ĥ

ただし，Ib は b 次元の単位行列である．非負拘束を無視したため，いくつかのパラメー
タ値は負になる可能性がある．そこで，解を次式で補正する．

α̂ℓ = max(0, α̃ℓ) for ℓ = 1, 2, . . . , b

uLSIFは，収束性やアルゴリズムの数値的な安定性において優れた性質を持っていること
が理論的に示されている (Kanamori et al., 2009b)．
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Input: Ĥ and ĥ

Output: entire regularization path α̂(λ) for λ ≥ 0

τ ←− 0; k ←− argmaxi{ĥi | i = 1, 2, . . . , b};
λτ ←− ĥk; Â ←− {1, 2, . . . , b}\{k};
α̂(λτ )←− 0b; % the vector with all zeros

While λτ > 0

Ê ←− O|Â|×b; % the matrix with all zeros

For i = 1, 2, . . . , |Â|
Êi,ji ←− 1; % Â = {j1, j2, . . . , j|Â| | j1 < j2 < · · · < j|Â|}

end

Ĝ←−

(
Ĥ −Ê

⊤

−Ê O|Â|×|Â|

)
;

u←− Ĝ
−1

(
ĥ

0|Â|

)
; v ←− Ĝ

−1

(
1b

0|Â|

)
;

If v ≤ 0b+|Â| % the final interval

λτ+1 ←− 0; α̂(λτ+1)←− (u1, u2, . . . , ub)
⊤;

else % an intermediate interval

k ←− argmaxi{ui/vi | vi > 0, i = 1, 2, . . . , b+ |Â|};
λτ+1 ←− max{0, uk/vk};
α̂(λτ+1)←− (u1, u2, . . . , ub)

⊤ − λτ+1(v1, v2, . . . , vb)
⊤;

If 1 ≤ k ≤ b

Â ←− Â ∪ {k};
else

Â ←− Â\{jk−b};
end

end

τ ←− τ + 1;

end

α̂(λ)←−

{
0b if λ ≥ λ0

λτ+1−λ
λτ+1−λτ

α̂(λτ ) +
λ−λτ

λτ+1−λτ
α̂(λτ+1) if λτ+1 ≤ λ ≤ λτ

図 3: LSIFの正則化パス追跡の擬似コード．Ĝ
−1
の計算が不安定な場合は，Ĥ の対角成

分に小さな正数を加えて安定化させると良い．
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uLSIFの重要な特徴は，一つ抜き交差確認 (leave-one-out cross-validation; LOOCV)の
スコアを解析的に計算できることである．これにより，解を一度計算するのと同じ計算量
で LOOCVのスコアを求めることができる．LOOCVを計算するための擬似コードを図 4

に示す．uLSIFのMATLAB R⃝ およびRの実装は，

http://sugiyama-www.cs.titech.ac.jp/~sugi/software/uLSIF/

http://www.math.cm.is.nagoya-u.ac.jp/~kanamori/software/LSIF/

で公開されている．

2.8 密度比推定法のまとめ

KDEは最適化プロセスを含まないため計算が非常に高速であり，尤度交差確認によっ
てモデル選択も可能である．しかし，高次元データに対するノンパラメトリック密度推定
は精度が良くない (Vapnik, 1998; Härdle et al., 2004)．
KMMは密度比を直接推定することにより，KDEの弱点を克服しようとしている．し
かし，モデル選択法がないため，カーネル幅などのチューニングパラメータを適切に設定
するのは実用上難しい．また，解を求めるためには二次計画問題を解く必要があるため，
計算にやや時間がかかる．次節で示すように，密度比の応用例には分母と分子の確率密度
の定義域が異なる場合がある．普遍再生核ヒルベルト空間内で分母と分子の分布から生成
された標本の平均を適合させるという定式化のため，分母と分子の確率密度の定義域が異
なる場面にKMMを適用するのは困難であると考えられる．
LRとKLIEPも密度推定を含まない密度比推定法であり，交差確認法によりモデル選
択を行うことができるという特徴を持っている．しかし，解を求めるためには非線形最適
化問題を解く必要があるため，計算にやや時間がかかる．KLIEPは，分母と分子の確率
密度の定義域が異なる場合の密度比推定に用いることができるが，LRは分母と分子の分
布から生成された標本を分類するという定式化のため，そのような場面に適用するのは困
難である．
LSIFはLRやKLIEPと同様に，密度推定を含まず交差確認によるモデル選択が可能な
密度比推定法である．LSIFも，KLIEPと同様に分母と分子の確率密度の定義域が異なる
場合の密度比推定に用いることができる．更に，LSIFでは正則化パス追跡アルゴリズム
が利用できるため，LRやKLIEPよりも計算効率が良い．しかし，正則化パス追跡アル
ゴリズムは数値的にやや不安定である．
uLSIFは密度比推定を含まず，交差確認によるモデル選択が可能であり，更に解が解析
的に求まるという特徴を持つ．そのため，uLSIFの解は高速かつ安定に計算することがで
きる．また，uLSIFは分母と分子の確率密度の定義域が異なる場合の密度比推定に用いる
こともできる．更に，一つ抜き交差確認のスコアを解析的に計算できるため，uLSIFでは
モデル選択を含めた全体の計算時間が大幅に短縮される．
以上より，uLSIFが実用上最も優れた密度比推定法であると考えられる．
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Input: {xi}ni=1 and {x′
j}n

′
j=1

Output: r̂(x)

b←− min(100, n′); n←− min(n, n′);

Randomly choose b centers {cℓ}bℓ=1 from {x′
j}n

′
j=1 without replacement;

For each candidate of Gaussian width σ

Ĥℓ,ℓ′ ←−
1

n

n∑
i=1

exp

(
−∥xi − cℓ∥2 + ∥xi − cℓ′∥2

2σ2

)
for ℓ, ℓ′ = 1, 2, . . . , b;

ĥℓ ←−
1

n′

n′∑
j=1

exp

(
−
∥x′

j − cℓ∥2

2σ2

)
for ℓ = 1, 2, . . . , b;

Xℓ,i ←− exp

(
−∥xi − cℓ∥2

2σ2

)
for i = 1, 2, . . . , n and ℓ = 1, 2, . . . , b;

X ′
ℓ,i ←− exp

(
−∥x

′
i − cℓ∥2

2σ2

)
for i = 1, 2, . . . , n and ℓ = 1, 2, . . . , b;

For each candidate of regularization parameter λ

B̂ ←− Ĥ +
λ(n− 1)

n
Ib;

B0 ←− B̂
−1
ĥ1⊤

n + B̂
−1
X diag

(
ĥ

⊤
B̂

−1
X

n1⊤
n − 1⊤

b (X ∗ B̂
−1
X)

)
;

B1 ←− B̂
−1
X ′ + B̂

−1
X diag

(
1⊤
b (X

′ ∗ B̂
−1
X)

n1⊤
n − 1⊤

b (X ∗ B̂
−1
X)

)
;

B2 ←− max

(
Ob×n,

n− 1

n(n′ − 1)
(n′B0 −B1)

)
;

r ←− (1⊤
b (X ∗B2))

⊤; r′ ←− (1⊤
b (X

′ ∗B2))
⊤;

LOOCV(σ, λ)←− r⊤r

2n
− 1⊤

n r
′

n
;

end

end

(σ̂, λ̂)←− argmin(σ,λ) LOOCV(σ, λ);

H̃ℓ,ℓ′ ←−
1

n

n∑
i=1

exp

(
−∥xi − cℓ∥2 + ∥xi − cℓ′∥2

2σ̂2

)
for ℓ, ℓ′ = 1, 2, . . . , b;

h̃ℓ ←−
1

n′

n′∑
j=1

exp

(
−
∥x′

j − cℓ∥2

2σ̂2

)
for ℓ = 1, 2, . . . , b;

α̂←− max(0b, (H̃ + λ̂Ib)
−1h̃);

r̂(x)←−
b∑

ℓ=1

α̂ℓ exp

(
−∥x− cℓ∥2

2σ̂2

)
;

図 4: uLSIFの擬似コード．モデル選択は一つ抜き交差確認で行う．B ∗B′ は要素毎の乗
算を表す．n 次元ベクトル b, b′ に対して，diag

(
b
b′

)
は i 番目の対角要素が bi/b

′
i である

対角行列を表す．
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3 密度比推定を用いた機械学習
本節では，前節で紹介した密度比推定法を用いることにより，様々な機械学習問題が解
決できることを示す．

3.1 共変量シフト適応

共変量シフト(Shimodaira, 2000)とは，教師付き学習において訓練標本とテスト標本の
入力分布が q(x) から q′(x) に変化するが，入出力関係 p(y|x) は変化しないという状況
のことを指す．共変量シフト下では，最尤推定などの標準的な学習法はバイアスを持つ．
このバイアスは，損失関数（対数尤度）を重要度によって重み付けすることにより漸近的
に打ち消すことができる．

E
q′(x)

[loss(x)] =

∫
loss(x)q′(x)dx =

∫
loss(x)r(x)q(x)dx = E

q(x)
[r(x)loss(x)]

すなわち，損失関数 loss(x) の q′(x) に関する期待値は，その q(x) に関する重要度重み
付き期待値により計算できる．
交差確認規準や赤池情報量規準などのモデル選択規準も，共変量シフト下では不偏性を
失う．しかし，同様に重要度重み付けを行うことにより，不偏性が回復できる (Shimodaira,

2000; Zadrozny, 2004; Sugiyama and Müller, 2005; Sugiyama et al., 2007)．また，モデル
が正しくない場合の能動学習においても共変量シフトの影響を明示的に考慮する必要があ
り，重要度重み付けはバイアスを軽減するために重要である (Wiens, 2000; Kanamori and

Shimodaira, 2003; Sugiyama, 2006; Sugiyama and Rubens, 2008; Sugiyama and Nakajima,

2009)．
このように，密度比推定法は共変量シフト適応に不可欠な技術である．共変量シフトの
実応用例は，ブレイン・コンピュータインターフェース (Sugiyama et al., 2007)，ロボッ
ト制御 (Hachiya et al., 2009a; Hachiya et al., 2009b)，話者識別 (Yamada et al., 2010)，
自然言語処理 (Tsuboi et al., 2009)，顔画像認識 (Ueki et al., 2010)など多岐にわたる．同
様な重要度重み付けは，マルチタスク学習 (Bickel et al., 2008)に用いることもできる．

3.2 正常値に基づく異常値検出

正常標本集合に基づいて，評価標本集合に含まれる異常値を検出する問題を考える．こ
れら 2つの標本集合の密度比を考えれば，正常値に対する密度比の値は 1に近く，異常値
に対する密度比の値は 1から大きく離れることがわかる．従って，密度比は異常値検出の
規準として用いることができる (Hido et al., 2010; Smola et al., 2009)．
正常標本集合を用いない教師なしの異常値検出法では，正常値と異常値の定義が不明確
なことが多い (Breunig et al., 2000; Schölkopf et al., 2001)．それに対して，正常値に基づ
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く異常値検出では正常値を明確に定義していることから，妥当な異常値検出結果が得られ
ると考えられる．
uLSIFに基づく異常値検出法は，精密機器の異常診断に適用されている (Takimoto et al.,

2009)．また，正常値に基づく異常値検出と同様な考え方は，時系列の変化点検出 (Kawahara

and Sugiyama, 2009)に応用することもできる．

3.3 相互情報量推定

確率密度 p(x,y) を持つ分布に従う n 個の i.i.d.標本 {(xk,yk)}nk=1 から，x と y の相
互情報量を推定する問題を考える．∫∫

p(x,y) log
p(x,y)

p(x)p(y)
dxdy

密度比推定の文脈において，{(xk,yk)}nk=1 を分子の確率分布からの標本とみなし，
{(xk,yk′)}nk,k′=1 を分母の確率分布からの標本とみなせば，密度比推定法により相互情
報量を推定することができる．すなわち，密度比

r(x,y) :=
p(x,y)

p(x)p(y)

の推定量 r̂(x,y) を求め，相互情報量を

1

n

n∑
k=1

log r̂(xk,yk)

と近似する (Suzuki et al., 2008; Suzuki et al., 2009b)．
また，相互情報量の二乗損失版

1

2

∫ (
p(x,y)

p(x)p(y)
− 1

)2

p(x)p(y)dxdy

も同様に推定することができる (Suzuki et al., 2009a)．
相互情報量は確率変数間の独立性を表す指標であるため，その推定量は，特徴選択

(Suzuki et al., 2009a)，特徴抽出 (Suzuki and Sugiyama, 2010)，独立成分分析 (Suzuki

and Sugiyama, 2009)，因果推定 (Yamada and Sugiyama, 2010)などに応用することがで
きる．

3.4 条件付き確率推定

確率密度 p(x,y) を持つ分布に従う n 個の i.i.d.標本 {(xk,yk)}nk=1 から，条件付き確
率 p(y|x) を推定する問題を考える．条件変数 x が連続の場合は単純な経験近似ができな
いため，条件付き確率の推定は自明でない (Bishop, 2006; Takeuchi et al., 2009)．
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密度比推定の文脈において，{(xk,yk)}nk=1 を分子の確率分布からの標本とみなし，
{xk}nk=1 を分母の確率分布からの標本とみなせば，密度比推定法により条件付き確率を直
接推定することができる．すなわち，p(y|x) の等価表現である

r(x,y) :=
p(x,y)

p(x)

を推定することに対応する．y が連続変数の場合の手法 (Sugiyama et al., 2010c)，y がカ
テゴリ変数の場合の手法 (Sugiyama, 2009)がそれぞれ提案されている．

4 まとめ
本論文では，密度比を用いた新しい機械学習の枠組みを紹介した．この枠組みには，非
定常環境適応，異常値検出，次元削減，独立成分分析，因果推定，条件付き確率推定など
様々な機械学習の問題が含まれるため，極めて汎用的である．また，密度比推定のための
様々な手法を紹介した．今後，より大規模・高次元のデータに対応できるロバストな密度
比推定法の開発が望まれる．高次元の密度比に対しては，次元削減と密度比推定を組み合
わせた手法が提案されている (Sugiyama et al., 2010b; Sugiyama et al., 2010a)．
本研究は，AOARD, SCAT, JSTさきがけの支援を受けて行われた．
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